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Resumen. Una alternativa posible para descubrir
conocimiento sobre bases de datos distribuidas, usando
técnicas de Mineria de Datos, es rehusar los modelos
de mineria de datos locales obtenidos en cada base de
datos e integrarlos para obtener patrones globales. Este
proceso debe realizarse sin acceder a los datos
directamente. Este trabajo se centra en la propuesta de
dos métodos para la integracion de modelos de Mineria
de Datos: Modelos de Reglas de Asociacion y
Agrupamiento, especificamente para reglas de
asociacion obtenidas usando soporte y confianza como
medidas de calidad y agrupamientos basados en
centroides. Estos modelos fueron obtenidos al analizar
multiples conjuntos de datos homogéneos. El estudio
experimental muestra que se obtuvieron modelos
globales de calidad en un tiempo razonable cuando se
aumentan la cantidad de patrones locales a integrar.
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Integration of Association Rules and
Clustering Models Obtained from
Multiple Data Sources

Abstract. One possible way to discover knowledge over
distributed data sources, using Data Mining techniques,
is to reuse the models of local mining found in each
data source and look for patterns globally valid. This
process can be done without accessing the data
directly. This paper focuses on the proposal of two
methods for integrating data mining models:
Association Rules and Clustering Models, specifically
rules were obtained using support and confidence as
measures of quality and clustering based on centroids.
It was necessary to use metaheuristics algorithms to
find a global model that is as close as possible to the
local models. These models were obtained using
homogeneous data sources. The experimental study
showed that the proposed methods obtain global

models of quality in a reasonable time when increasing
the amount of local patterns to integrate.
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1 Introduccioén

El uso de Internet y de las nuevas tecnologias
para la comunicacion ha provocado que
actualmente existan muchos sistemas de
informacidon con datos distribuidos entre varios
nodos ubicados en sitios distantes. En muchos de
estos sistemas, no es posible o factible
centralizar todos los datos distribuidos en un
Unico repositorio con el propésito de realizar
tareas de Mineria de Datos (MD), debido, por
ejemplo, a restricciones econémicas, técnicas o
legales. Adicionalmente, existen bases de datos
cuyo crecimiento es vertiginoso y el tamafio de
las mismas hace que las técnicas clasicas de MD
no funcionen correctamente. En estos casos se
puede pensar en realizar divisiones o particiones
de las mismas en mdltiples conjuntos. En estos
entornos se hace necesario aplicar otras técnicas
de MD que sean capaces de trabajar sobre
multiples fuentes o aplicar técnicas de manera
independiente en cada una de las particiones
para luego integrar los resultados obtenidos
individualmente.

Por otro lado, entre las tareas clasicas de MD
mas utilizadas se encuentra el agrupamiento o
clustering y la obtencion de Reglas de
Asociacion. Es por eso que extender su
aplicacion a multiples fuentes de datos, ha
resultado de particular interés por muchos
autores. Igualmente existen métodos que
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proponen la integracion de modelos de
agrupamiento y de reglas de asociacion
obtenidos de manera independiente de forma tal
que no sea hecesario acceder a los datos
directamente [2,4-5,7-9,15,17], sin embargo estos
métodos presentan ciertas limitaciones. En el
caso de los métodos asociados a la tarea de
Agrupamiento, algunos de estos no funcionan
bien cuando las fuentes de datos son muy
grandes [4,7-8,11,17], y otros, como en [5], no
tienen en cuenta la calidad de los grupos a
integrar ni la cantidad de instancias analizadas en
los conjuntos locales que le dieron origen al
modelo.

Con respecto a las reglas de asociacion, se
han encontrado tres propuestas especificas de
métodos para la integracion de este tipo de
modelo generados a partir de los diferentes
conjuntos de datos (dataset). La primera
propuesta presentada por [2], tiene limitaciones
importantes pues basa el disefio del método en el
esquema especifico de base de datos estrella. La
segunda, presentada por [15], tiene como
principales limitaciones: asumir que cada
conjunto de datos analizado contiene similar
cantidad de registros y que las reglas de
asociacién se obtienen considerando el mismo
valor de soporte y confianza minimo, ya que en
aplicaciones reales no tienen por qué cumplirse
estas restricciones. La tercera propuesta
presentada por [9], presenta problemas al utilizar
formulaciones matematicas apropiadas para
descubrir patrones excepcionales (tienen altos
valores de soporte y confianza pero son
descubiertos en pocos datasets) y no patrones
globales soportados por la mayoria de los
datasets.

En estos contextos se identifica como un
problema a resolver la necesidad de definir
métodos factibles y escalables de integracion de
modelos de MD, resultantes del analisis de
multiples fuentes de datos, mediante técnicas de
agrupamiento y de reglas de asociacion, sin
acceder a los datos originales.

La factibilidad de los métodos se refiere a la
obtencién de patrones globales que describan
todo el conjunto de datos, los cuales pudieran
haber sido descubiertos de la centralizacion de
todos los conjuntos de datos locales. Por otro
lado, la escalabilidad se refiere al andlisis del
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comportamiento de los métodos propuestos al
incrementar la cantidad de patrones (grupos o
reglas de asociacion) locales a integrar.

En el presente trabajo se describen dos
métodos de integracién de modelos de mineria
de datos, uno de estos métodos integra modelos
de agrupamiento, para agrupamientos basados
en centroides y el otro integra modelos de reglas
de asociacién, obtenidas usando soporte y
confianza como medidas de calidad. Se
presentaran también los principales resultados
obtenidos al aplicar experimentalmente ambos
métodos.

2 Modelo de integracién de
conocimiento

En este apartado se describe el marco
conceptual de las propuestas de métodos de
integracion de modelos de agrupamiento basados
en centroides y de modelos de reglas de
asociacion, obtenidas usando soporte y confianza
como medidas de calidad (Clustering Models
Integration Method - CMIM y Association Rules
Integration Model - ARIM). Estos métodos tienen
como objetivo la integracion de este tipo de
modelos obtenidos desde multiples fuentes de
datos. Tanto CMIM como ARIM, forman parte del
Modelo de Integracion de Conocimiento [12]
(Knowledge Integration Model - KIM) para la
integracion de modelos de MD descubiertos en
multiples fuentes de datos. Este modelo es muy
Gtil para las organizaciones que no pueden
compartir sus datos originales pero si sus
modelos de MD.

El Modelo de Integracion de Conocimiento
(KIM) tiene como objetivo fundamental obtener un
modelo global de MD, mediante la integracién de
un conjunto de modelos locales obtenidos de la
aplicacion de técnicas de MD en varios datasets.
El KIM tiene como restriccion la imposibilidad de
acceder a los conjuntos de datos fuente, por lo
gue, el proceso de “Integracion” debera realizarse
conociendo Unicamente los modelos locales vy,
asociado a cada uno, una ficha que recoge
informacion (til para la integracion. De manera
general, las fichas registrardn informacion
resumida referente a los datos fuente (por
ejemplo: cantidad de registros analizados), asi
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como, informacién concerniente al proceso de
mineria de datos desarrollado localmente (por
ejemplo, umbrales de medidas de patrones como:
valor minimo de soporte y de confianza, entre
otros).

Formalmente, el problema de investigacion
puede ser definido como sigue:

Sea M= {m;, m,,..., my} un conjunto de
modelos locales descubiertos de diferentes
conjuntos de datos o datasets. Cada modelo m; €
M puede ser definido como un conjunto de
patrones mi= {p1, P»,..., p. Cada patron p; € m
tiene la forma p; = (id; ,me;), donde id; representa
las caracteristicas que identifican el patron p;, y
me; representa las medidas de dicho patron. Si p;
representa un grupo, id; seria su centroide, o
medioide (en dependencia de coémo se haya
obtenido) y me; seria su cobertura y su precision.
Ademas, F= {fi, f,,..., f,} representa un conjunto
de fichas, donde cada ficha fi € F contiene
informacion general sobre el modelo local
correspondiente (m; € M) y el dataset analizado.
Entonces, el problema de la integracion de n
modelos de mineria de datos locales m; € M,
usando sus fichas f;, € F, para obtener un modelo
de mineria de datos global (MG) puede ser
formalizado de la siguiente forma:

MG = [ Jom £ 1 (my e My A i € ) )
i=1

donde I representa un operador de integracion
de n modelos de MD locales.

El problema descrito anteriormente constituye
un problema de optimizacién, cuyo objetivo es
encontrar un modelo global o integrado que sea
lo mas semejante posible a los modelos locales.
El modelo global de mineria de datos estara
compuesto por el subconjunto de patrones
locales que mas se parezcan al conjunto unién de
todos los patrones locales y/o por patrones
nuevos que se generen a partir de unir dos o0 mas
patrones locales. El proceso de seleccionar los
patrones que perteneceran a MG, implica
determinar si cada patron local o nuevo
pertenece o no al modelo global, por tanto la
cantidad de posibles combinaciones es 2" donde
t representa la cantidad total de patrones locales
y s es la cantidad de patrones nuevos que se
generen. En este caso, el espacio de soluciones

FASES KIM

CODIFICACION SINTESIS

MODELOS I
LOCALES
l Fichas

ESTIMACION
METRICAS

PATRONES REPRESENTACION

GLOBALES

MODELO
GLOBAL

Fig. 1. Fases del Modelo de Integracion de
Conocimiento (KIM)

crece de manera exponencial cuando aumentan
los patrones de los modelos locales (t) que se
deben integrar, por tanto se hace necesario
utilizar algoritmos no deterministicos para
resolver el problema en un tiempo polinomial.

El modelo KIM plantea la integracion de
modelos en cuatro fases (Figura 1). Los métodos
CMIM y ARIM implementan cada una de estas
fases para lograr la obtencion de un modelo
global.

La fase de codificacion consiste en cargar los
modelos locales generados de manera
independiente, representados en algin formato
estandar, a una estructura de datos acorde al
método de integraciéon propuesto. Basicamente
esta es una fase de transformacién para facilitar
la interaccién con los usuarios del método y para
crear las bases para las posteriores fases. La
fase de Sintesis es la de mayor procesamiento ya
que obtiene un modelo global a partir de
seleccionar un subconjunto de patrones de los
modelos locales recibidos. Para el proceso de
selecciéon del subconjunto de patrones se aplican
los algoritmos metaheuritisticos. Al culminar la
fase de Sintesis, se obtienen patrones en el
modelo global carentes de medidas que ilustren
su calidad, para solucionar esto, se propone la
fase de Estimacion de Métricas donde se asignan
valores estimados de meétricas a los patrones
globales. Estas métricas son cobertura y
precision para el caso de los modelos de
agrupamiento y soporte y confianza para los
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modelos de reglas de asociacion. La fase final de
Obtencion del MG es muy similar a la primera ya
que representa el modelo global en un formato de
estandar que es recibido por los usuarios del
método.

A continuacién se describe con mayor nivel de
detalle las fases mas significativas del método:
Sintesis y Estimaciéon de las métricas de los
patrones globales.

2.1 Fase de sintesis

El objetivo de esta fase es obtener un Modelo
Global Integrado (MG), a partir de sintetizar o
integrar los modelos locales recibidos. En esta
fase se debe encontrar cual es la mejor
combinacion entre los patrones que componen
los modelos locales de manera tal que se
obtenga un conjunto de patrones (Modelo Global)
que represente, de la mejor manera posible, a
todos los patrones de los modelos locales.

Es decir, se tienen un conjunto de modelos
locales y cada uno de estos contiene a su vez, un
conjunto de patrones que lo describen. Luego, un
MG estara compuesto por un subconjunto de
patrones (pertenecientes a algin modelo local)
y/o un conjunto de patrones nuevos que son
generados a partir de combinar dos o mas
patrones de los modelos locales.

Como se explic6 anteriormente, el problema
planteado se puede clasificar como un problema
de optimizacion combinatoria. A continuacion se
describira el mismo segun las caracteristicas de
un problema de optimizacion: representacion de
un estado, operadores, el dominio de las
variables, el espacio de solucién y la funcién
objetivo.

Representacion de un estado y Dominio: La
representacion de un estado es un vector, donde
cada posicion (0, 1, ..., t+s) representa un
patron. Los valores en las posiciones del vector
seran 1 si se encuentra el patrén en el MG o0 0 en
caso contrario, por tanto estos seran los valores
del dominio (0 6 1). El tamafio del vector es t + s,
donde t se define como la suma total de los
patrones de cada uno de los modelos locales, y s
es la cantidad de patrones nuevos que se
generan a partir de combinar dos 0 méas patrones.

Operadores: Para la generacion de estados
candidatos, se proponen dos operadores:
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operador de mutacibn 'y operador de
agrupamiento. En el primer caso se seleccionara
un subconjunto de todos los patrones contenidos
en los modelos locales para constituir el MG. En
el segundo caso se obtendran patrones nuevos
resultantes de haber combinado dos o maés
patrones de los modelos locales y seran
agregados al Modelo Global.

Espacio de solucién: Teniendo en cuenta que
las posibles soluciones estan en dependencia de
la inclusion o no de un patrén determinado y de la
cantidad de patrones total (t+s) que incluye a los
patrones locales y a los nuevos que se generen;
el espacio de solucion es: 2.

Funcion objetivo: Permite evaluar cada una de
las soluciones candidatas (S)). Donde los valores
[MG{|-1

MG
IMG,| la cantidad de patrones presentes en el
Modelo Global. El valor de la funcién objetivo
representa la distancia entre el Modelo Global y
un conjunto de modelos locales. En este
problema el objetivo es minimizar los valores de
la funcién objetivo, para encontrar la mejor
solucion.

La Funcién Objetivo (FO) en el problema
enunciado se define como:

obtenidos estan en el rango de 0 a siendo

n
f(S) = )" Win, * dy (MG}, m) @
i=1
|D;|
W, = 3)
TR D]

Donde w,,, (3) es un peso asociado a cada
modelo local m; que se calcula a partir de la
cantidad de instancias del conjunto de datos que
le dio origen (|D;]) y la cantidad de instancias total
asociadas a todos los modelos locales (%I~ |D;l).
La funcién dy(MG;, m;) devuelve la distancia
entre el MG, candidato cuyos patrones han sido
ordenados (MG;) y un modelo local m; también
ordenado (mj). Para ordenar los patrones de los
modelos MG, y m; se utiliza el
operadorg(a(MG, m;) = (MG, my)). Este
operador ordena (ascendentemente) los patrones
de ambos modelos. Para esto se construye una
matriz que contiene los valores de similitud entre
cada par de patrones. Luego se busca en esta



Integracion de modelos de agrupamiento y reglas de asociacién obtenidos de multiples fuentes de datos 179

matriz los pares de patrones mas similares, de
manera que, el patrénj del modelo MG,
(MG, ordenado) quedara “alineado” con el patron j
del modelo m; (m;ordenado) que sea mas similar
a él. Si la cantidad de patrones en ambos
modelos no es la misma existiran entonces
patrones “no alineados” en el modelo de mayor
dimension.

Entonces, la funcion dy (MG, m;) se formaliza
como sigue:

MIN(|MGq|.Imj)
MG m) = > W,

=1 '

*dp (pMG{j,pm;j) + Cpy; @

[mj|
* Z mei- + CMGI
j=IMGp|+1
* uMGl

En (4), el primer sumando considera los pares
de patrones “alineados”; mientras que, los dos
sumandos restantes consideran los patrones “no
alineados”. Es decir, si el Modelo Global MG
tiene menos patrones que el modelo local mj,
entonces cp,, toma valor 1 y cyg, valor O, si se

cumple lo contrario (MG tiene mas o igual
cantidad de patrones que m;), entonces Cm,; toma
valor 0 y cyg, valor 1. De esta forma, el valor de
distancia se ve afectado por el hecho de que en

alguno de los modelos existan patrones “no
alineados”. Los valores que puede tomar esta
[MGj|-1
MGy |
cuando los modelos estan conformados por
patrones iguales y tienen la misma cantidad de
[MG{|-1
IMG;|
alineados son totalmente diferentes, el MG, tiene
mas patrones que m;, y este Ultimo esta
conformado por un solo patrén.

ecuacion estan entre 0 y . Toma valor 0

patrones. Toma valor cuando los patrones

La funcion dp<pMG'1j'pm'i].> devuelve la

distancia entre el patrén j del modelo MG, y el
patrén j del modelo m; (patrones “alineados”). La
distancia entre dos patrones se calcula a partir de
dos funciones; en el caso de integracion de

modelos de agrupamiento se define en funcién de
la distancia entre sus centroides de la siguiente
manera:

dp = dCC (’DMIl’j' pﬂ{j) (%)

En el caso de la integracion de modelos de
reglas de asociacion se define en funcién de la
distancia entre el antecedente y el consecuente
como sigue:

dp = dant (pMij' pmi’j) = Wane * dant (PMI{j:Pﬂ;j)

(6)
+ Weon * deon (lel’j' p#f,—)

donde
Want + Weon = 1 (7

En ambos casos la distancia entre centroides
0 entre antecedentes y consecuentes se define a
partir de la distancia entre atributos d,() vy de la
cantidad de atributos (x) como sigue:

dCC (pMGl’j: pm{j)

= dant (pMGI’j» pmi,i)

- ®)
= dcon (pMGl'.' pm{.)
j j
X _dalayer ,a.r )
_ T A( MGlyi” Ml
X
dA (aMG{_ ,ami:_ )
Jk Jk
Osiayg = ay
Lk Tik
0.5si (aMGf =0yay, # 0) osi 9)
= Lik Tik

(aMG;. #0yay = 0)
Jk Tk
1 en caso contrario

Por lo que, la distancia entre el valor del
atributo k en el patrén j del modelo MG, y el valor
del atributo k en el patrén j del modelo m;, tal y
como se define en (9), puede tomar los valores 0,
0.5 y 1. Esta funcién de distancia se expresa en
estos términos teniendo en cuenta que los
atributos son nominales y que a menor distancia
mayor similitud, por tanto se decidié establecer el
valor O si los valores de los atributos son iguales
y 1 en caso contrario. El valor 0.5 se concibe para
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representar la ausencia de algun atributo en los
patrones correspondientes a las reglas de
asociacion.
Como se aprecia en (4), cada patron del
modelo local m; tiene asociado un peso Wi, -
]

Qm, (pmi].)

Wom = Smil ~ . < 10
P li lezille(pml]) ( )

La funcion Qu, (pm; ) (11) evalta la “calidad”
]

de cada patrén en el modelo local y dependera
de la precision y de la cobertura de dicho patrén
en el modelo.

Qmi (pmij) = Wpr * B (pmij) + Weo

*C, (pmij) ()

Los valores de wp, y w, SOn pesos
correspondientes a las medidas precision y
cobertura respectivamente.

Para calcular el coeficiente Mg, asociado al

Modelo Global, se tendra en cuenta la cantidad
de patrones del MG, que no estén “alineados” que
se calculara a partir de la cantidad de patrones
del MG, (|[MG,|) menos la cantidad de patrones del
m; (|m;])

_ IMG{] — Jm| w2
et = Mg

Para obtener un MG final, se deben realizar
varias iteraciones donde se calculara el valor de
la FO f() para todos los estados “candidatos”
generados. Finalmente sera escogido el MG, para
el cual la FO obtenga el menor valor. Luego, se
deben estimar las medidas de los patrones que
hayan sido incluidos en el MG, para lo cual se
aplica la fase de Estimacion de Métricas.

2.2 Fase de estimacién de métricas

Esta fase consiste en estimar los valores de
soporte y confianza (para reglas de asociacion) o
de cobertura y precisién (para centroides) de los
patrones que pertenecen al MG. De manera que

Computacion y Sistemas Vol. 16 No. 2, 2012 pp 175-189
ISSN 1405-5546

estas métricas expresen de manera adecuada los
niveles de calidad de los patrones obtenidas
respecto a todas las fuentes de datos.

Para asignar a cada patron global Ps; las

métricas adecuadas, se asocia a cada uno un
conjunto de patrones locales P; = {pmgj};o <
i <q de manera que cada patron pml{j =< idfm; ,
mejmi’ >se selecciona de un modelo local

m; diferente [12]. Esto se hace con el objetivo de
elegir de cada modelo local el patrén pm-ij que sea
mas similar al patron global Pg;: €s decir, aquel
patrén pm{j € m; que devuelva el menor valor en

la funcion de distancia: d,, (pGj,pmgj).

Puede ocurrir que exista mas de un patron
que devuelva el menor valor de funcién de
distancia, por lo que se debe “seleccionar” entre
los patrones que devuelven el menor valor de
funcion de distancia, cual es el “mas similar” al
patron global. En el caso de las reglas de
asociacién, para realizar este proceso de
seleccién se utiliza una funcién de distancia entre
patrones basada en la descrita en la ecuacion (6).
Pero modificando la funcién de distancia entre los
atributos, con el objetivo de priorizar aquellas
reglas locales que representan un subconjunto de
la regla global. La funcién de distancia entre
atributos para seleccionar las reglas “mas
similares” se define como:

das (aMGl'. 8m! )
Jk Jk
0 si = a.r

a 1]
MG;. i
llk ml]k

09si <aMG1',-k =0y amirjk * 0)

(13)
|0.2 si (aMG/ #0ya, =0

k l]'k i

1 en caso contrario

Por lo que, la distancia entre el valor del
atributo k en el patrén j del modelo MG’ y el
valor del atributo k en el patrén j del modelo m;,
toma los valores 0, 0.9, 0.2 6 1. Si los valores del
atributo k en ambos patrones son iguales, toma
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valor 0. Toma valor 0.9, si el atributo k no esta
presente en el modelo global y si en el modelo
local, en cuyo caso el atributo toma valor 0. Toma
valor 0.2, si el atributo k no esta presente en el
modelo local y si esta presente en el modelo
global, en cuyo caso el atributo toma valor 0.
Toma valor 1, si el atributo k esta presente en
ambos patrones con valores diferentes.

Si en el proceso de seleccién se encuentran
varios patrones similares que son un subconjunto
del patrén global se escoge el patrén de menor
calidad. La calidad de un patrén local se definié
en la ecuacion (10).

En el caso del agrupamiento, si se encuentran
mas de un centroide local con la misma
semejanza respecto al centroide global se
selecciona aleatoriamente uno de ellos.

Una vez que se tienen los conjuntos de
patrones locales P, asociados a cada patron
global, se prosigue a la aplicacion de los
operadores correspondientes para la estimacion
de las medidas que seran asignadas a cada
patrén global. A continuacién se definen los
operadores que soporta el modelo propuesto
para la estimacion de las medidas meg; de los

patrones globales.

m
Ocuam (Wirey, Mes) = ) Wing,, +me, (14)
i=1

m
Zi:lwmej“i * mejui

Oprom (WMej' Mef) = m (15)
Omin (WMe].,Mej) = MIN[;‘l(wmejui *mej, (16)
Omax (WMej’Mej) = MAXirgl(Wme,-#i * mejui) 17)

Donde Me; y Wye; sON los conjuntos de

medidas locales y sus pesos respectivamente,
que corresponden al patron global pg;. El peso de
un patrén Wy, representa el factor de semejanza
entre el patron global pg y el patron local
seleccionado, el cual se define:

En la integracion de reglas de asociacion, una
vez ajustadas las métricas de los patrones del
MG es necesario actualizarlo, eliminando
aquellos patrones globales que no cumplen con
el minimo de soporte y confianza establecidos.
En el caso de la integracion de grupos el MG
obtenido después de aplicar la estimacion de
métricas se mantiene con el mismo numero de
patrones. Finalmente se prosigue a la fase de
Representacion del modelo global resultante en
el formato requerido, para ser entregado al
usuario.

3 Estudio experimental

En este apartado, se documenta un estudio
experimental realizado a los métodos propuesto
con el objetivo general de: demostrar la
aplicabilidad del Método de Integracion de
Modelos de Agrupamiento, CMIM y del Método
de Integracion de Reglas de Asociacion, ARIM.
Para demostrar la aplicabilidad se trazaron dos
objetivos especificos: comprobar la factibilidad
(obtiene modelos globales semejantes a los
modelos locales) y la escalabilidad (observar el
comportamiento aumentando el nimero de
patrones locales)

Para la realizacion de este estudio, se utilizé
una base de datos que colecta 8624 registros de
pacientes con padecimientos de diabetes,
obtenida a partir de una pesquisa realizada en la
localidad de Jaruco, Provincia Mayabeque, Cuba.
Esta base de datos consta de 5 atributos
nominales que describen a los pacientes. Para
obtener los modelos de MD de agrupamiento y de
reglas de asociacion, se utilizé la versiéon 3.6.1 de
la herramienta Weka [14]. Para desarrollar los
objetivos especificos se definieron las siguientes
tareas:

1. Creacién de los modelos de agrupamiento y
de reglas de asociacion a integrar.

2. Analizar el comportamiento de los algoritmos
metaheuristcos en CMIM 'y ARIM
determinando el que mejor se ajusta a las
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caracteristicas de nuestro problema, es decir,
comprobar la Fase de Sintesis de CMIM y
ARIM.

3. Variar los operadores de estimacion de
métricas, con el objetivo de determinar para
cada métrica cudl es el operador de mejor
comportamiento.

4. Determinar modelos de integracién de
agrupamiento 'y reglas de asociacion,
aumentando el nimero de modelos locales,
con el objetivo de comprobar la escalabilidad
de CMIM y ARIM.

Para la fase de Sintesis se aplicaron varios
algoritmos metaheuristicos implementados en la
biblioteca de clases BICIAM [3]: Busqueda
Aleatoria (BA) [10], Escalador de Colinas
Estocastico con Primer Ascenso (ECE-PA) [16] y
Algoritmos Genéticos (AG) [16]. Para el ECE-PA
0 EC, se realizaron pruebas variando la manera
de construir la solucién inicial y la manera de
generar un punto a partir de un estado candidato.
Las variantes de construccion de solucion inicial
que se utilizaron fueron:

— Solucién inicial aleatoria (SA): Selecciona
aleatoriamente un conjunto de posiciones
estableciéndoles valor “1”, de esta manera se
incluye en el MG inicial los patrones
correspondientes a las posiciones
seleccionadas.

— Solucién inicial que incluye un modelo local
(SM): Selecciona aleatoriamente uno de los
modelos locales existentes, y luego establece
valor “1” para las posiciones
correspondientes a los patrones del modelo
seleccionado.

Para generar un punto a partir de un estado
candidato, se utilizaron los operadores de
mutacién y de agrupamiento, variando las
probabilidades para cada uno de ellos de manera
tal que se utilicen ambos aleatoriamente o
solamente el operador de mutacion. Teniendo en
cuenta esto se conciben dos variantes para
generar un punto:

— Solamente aplicando el operador de
mutacién: Se establece valor 1 a la
probabilidad asociado a ese operador.

— Aplicando ambos operadores aleatoriamente:
Se establece valor 0.25 a la probabilidad de
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mutacion y 0.75 a la probabilidad de
agrupamiento, de esta manera se permite
utilizar ambos operadores, aunque se da mas
peso al operador de agrupamiento con el
objetivo de distinguir los resultados que
obtiene el método al generar patrones nuevos
a partir de otros.

Adicionalmente el AG requiere de parametros
especiales:

— Cantidad de elementos que formaran parte
de la poblacion: 20 individuos

— Operador de seleccion: Seleccion por
truncamiento con el 30% de la poblacién

— Operador de cruzamiento: Cruzamiento
uniforme.

— Operador de mutacién: Mutacién en un punto.

En el caso de AG, se realizaron experimentos
partiendo de dos tipos de poblaciones iniciales de
puntos. En el primer tipo todos los individuos son
generados aleatoriamente y en el segundo se
incorpora un individuo igual a un modelo local
aleatorio y el resto aleatorios. Luego de generada
la poblacion inicial, el AG itera realizando
seleccion, cruzamiento y mutaciébn segun los
parametros descritos anteriormente.

En todos los entornos de pruebas se
realizaron 30 ejecuciones con 5000 iteraciones
para cada una de las variantes de algoritmos
metaheuristicos. Todas las ejecuciones de los
algoritmos  se realizaron  utilizando una
computadora con una capacidad de
procesamiento correspondiente a las siguientes
caracteristicas: 2 Gb de memoria RAM vy
microprocesador Intel Core 2 Duo con velocidad
de 2.66 GHz. El Java Heap Space de la maquina
virtual de Java se configur6 con 1024 Mb.

3.1 Aplicacién del método de integracion de
modelos de agrupamiento

Sobre el conjunto de los 8624 datos se aplicaron
los algoritmos de agrupamiento particional
Expectation-Maximization (EM) y K-Means,
ambos implementados en Weka, para generar
varios modelos locales y el modelo
correspondiente a los 8624 datos, que se
denominara “modelo centralizado” (MC). Para
generar los modelos locales se realizaron 3 y 7
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particiones del conjunto de datos y se generaron
varios conjuntos de modelos locales:

— Con las 3 particiones y aplicando EM y luego
K-Means, se obtuvieron 3 modelos locales
con un total de 11 patrones. En esta variante,
se utilizé la opcidbn que brinda EM para
determinar la cantidad de grupos que existe
en un conjunto de datos y luego se aplico el
algoritmo K-Means estableciendo como
parametro k (cantidad de grupos a generar) la
cantidad de grupos obtenido por EM
previamente. EM solo se utilizé para estimar
la cantidad de grupos de manera no-
supervisada ya que K-Means no tiene esa
opcién.

— Con las 3 particiones y aplicando solamente
K-Means fijando el parametro k, se generaron
3 modelos locales con un total de 30 patrones
y 3 modelos locales con un total de 60
patrones.

— Con las 7 particiones se generaron 7 modelos
con un total de 70 patrones, aplicando K-
Means.

Para generar los MC se aplicaron los algoritmos
de agrupamiento de la misma manera que se
aplicaron para obtener los modelos locales. De
esta forma se obtuvieron 4 MC (1 aplicando EM y
luego K-Means, y 3 aplicando solo K-Means con
el parametro k fijjo) para compararlos con los MG
obtenidos con el método. Finalmente teniendo los
modelos locales y los modelos centralizados se
aplicaron las fases de Sintesis y Estimacion de
Métricas.

Al analizar los resultados obtenidos en la
aplicacion de los algoritmos metaheuristicos en
estos entornos se observé que:

— Cuando el espacio de solucion no es muy
grande (2'' 11 patrones en total), el mejor
algoritmo que se comporta es BA, sin
embargo cuando aumentan el nimero de
patrones y el nimero de modelos (230, 2%,
270), el algoritmo que mejor se comporta es
AG en todos los entornos de prueba

experimentados.

— El algoritmo que se ejecutdé en menor tiempo
en todos los entornos fue AG.

— Los mejores resultados se obtienen cuando
se inicia la busqueda con una solucion que

incluye un modelo local aleatorio.

— Al construir puntos del espacio aplicando
ambos operadores, los algoritmos no varian
mucho su funcionamiento, por lo que se
puede decir que son mas sensibles a la forma
de generar la solucién inicial que al operador
para generar la vecindad que se aplique.

Para comprobar la factibilidad y escalabilidad del
método en los entornos de prueba se observaron
las siguientes medidas:

Al analizar los datos de la Tabla 1, y los
distintos escenarios de prueba, se observaron
varias tendencias. Primeramente se determind
que los valores de Optimos (menores valores de
la  FO) obtenidos estaban directamente
relacionados con la diferencia entre la cantidad
de patrones que como promedio tienen los
modelos locales (PP\) y la cantidad de patrones
mayor entre los modelos locales (PM.). La
relacién entre estas variables, significa que los
resultados del método propuesto dependen de
las caracteristicas de los modelos locales, es
decir, mientras mas equilibrados estén los
mismos en cuanto a cantidad de patrones, menor
sera la diferencia entre PM, y PP_ y por tanto
menor serd el valor de la FO, que refleja la
semejanza del MG al resto de los modelos
locales.

Los valores de distancia entre MC y MG
mostrados en la Tabla 1, fueron calculados para

Tabla 1. Resultados obtenidos en la aplicacion de

CMIM

Medidas 3 modelos 7 modelos
Cantidad de
patrones a 11 30 60 70
integrar
Cantidad de
patrones 35 716 16/33 714
iguales
(MC-MG)
Menor valor
de la FO 0.19 0.27 0.29 0.45
Distancia
MC-MG 0.25 0.19 0.15 0.16
Tiempo 0.2 5 6 3

promedio (seg)
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observar la semejanza entre estos modelos en
cuanto a los patrones que lo componen. Para
esto se hall6 la distancia entre estos modelos
usando la ecuacion (4) pero sin tener en cuenta
los patrones “no alineados”. Esto se debe a que
se generaron varios modelos de agrupamiento
con todos los datos unidos (varios MC) de
manera tal que la cantidad grupos a obtener fuera
la misma que la obtenida por el MG con el cual se
iba a comparar, por tanto, solamente se refleja la
semejanza entre estos modelos en cuanto a los
valores de los atributos de cada patron (segun
ecuaciones (9)). Teniendo en cuenta esto, se
puede decir que los valores de distancia
obtenidos muestran que existe semejanza entre
los patrones de ambos modelos, siendo en
algunos casos los patrones exactamente iguales
y en otros casos diferentes en 1 o0 2 atributos.

En cuanto al tiempo promedio de ejecucion del
método, se pudo observar que aumenta en
dependencia de la complejidad de la FO
(O(s +t*q=*x)), la cual depende de la cantidad
de patrones nuevos (s), la cantidad de patrones
totales en los modelos locales (t), la cantidad de
patrones incluidos en el MG (q) y de la cantidad
de atributos (x). En el estudio experimental
realizado se determind la relacién que existe
entre la complejidad y el tiempo cuando se
ejecuta el método utilizando AG, dejando fijo el
valor de x (5 atributos) y sin tener en cuenta el
valor de s (AG no aplica el operador que obtiene
patrones nuevos). Para esto se realizé un grafico
de dispersion entre varios puntos que reflejaban
distintas medidas de complejidad y el tiempo de
ejecucidn correspondiente. Con esta gréafica se
utilizé la opcién de agregar la linea de tendencia
entre los puntos y se obtuvo que la dependencia
entre estas variables (tiempo y complejidad) es
lineal y esta dada por la funcion:
T = 0.578x + 479.2 con un indice de correlacion
de 0.999. Esto indica, que a medida que aumente
la complejidad de la FO, aumentara linealmente
el tiempo de ejecucidon del algoritmo
metaheuristico AG para dar una solucién.

Utilizando esta funcién se determind que en
condiciones extremas donde la cantidad de
patrones totales (t) fuera 400 y todos estuvieran
incluidos en el MG (g=400), por tanto la
complejidad fuera cuadratica, el método se
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demoraria aproximadamente 8 minutos en
ejecutarse utilizando AG, el cual puede ser
considerado un tiempo pequefio.

En cuanto a la aplicacion de la fase de
Estimacion de Métricas, se observaron los
valores obtenidos por los operadores al estimar
los valores de las métricas de los patrones
existentes en los MG que coincidian con los
patrones de los MC, los cuales fueron 55 en total.
Para la métrica cobertura se aplicaron los
operadores: Omin, Omax, Oprom, ¥ Osum, Y para la
precisién se aplicaron los operadores: Omin, Omax
Yy Opom. EN esta dltima, no se aplico el Osum
porque esta medida esta entre 0 y 1 y aplicando
dicho operador se podian obtener valores
absurdos. Para representar el resultado obtenido
por los operadores se utilizé6 el porcentaje de
“error relativo” (E,) que indica cuan cercano fue el
valor estimado por los operadores al valor real del
patrén en el MC. En la siguiente tabla se muestra
un resumen de los resultados obtenidos por los
operadores en cuanto a los valores promedios de
E, vy la cantidad de veces que cada uno se
comportd mejor que el resto.

Segun los resultados obtenidos en la Tabla 2,
para estimar el valor de cobertura de los
patrones, el operador que menor promedio de
porcientos de E, obtiene es el Opom. Sin embargo,
haciendo una comparacién entre los cuatro
operadores aplicados para esta métrica, en
cuanto a los valores de E, estimados por patron,
se observa que el O,y obtiene el menor E, tres
veces mas que el Oyom. Teniendo en cuenta que
la diferencia en cuanto a la segunda medida no
es tan significativa, se considera que el operador
de mejores resultados para la métrica de
cobertura es el Opom, aungque es necesario
reajustarlo para que los porcientos de E, sean
menores y se estimen valores mas cercanos
(menos del 50% de E;) a los de los patrones
del MC.

En cuanto a la métrica de precision el
operador de mejores resultados en ambas
medidas observadas, fue el Ona, con % de E;
relativamente pequefios y resultando el mejor 44
veces de las 55 aplicadas. El O, en este caso
obtuvo resultados mucho peores que el resto ya
gue no estim6 valores cercanos ninguna de las
veces aplicadas.
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Tabla 2. Aplicacién de Operadores de Estimacion en CMIM

Ajuste de Cobertura

Medidas

Ajuste de Precision

Omin Omax Oprom

Osum Omin Omax Oprom

Promedio
de E, al
estimar 55
patrones

Cant. de
veces que
obtuvo el
menor E,;

70% 119% 66%

350% 30% 6% 15%

12 0 44 11

3.2 Aplicaciéon del método de integracion de
reglas de asociacién

Para comprobar la factibilidad de ARIM se
decidieron crear 4 conjuntos de entrenamientos:
D, D1, D2 y D3. El conjunto de entrenamiento D
lo conformaban un total de 8624 registros o
instancias de pacientes. Posteriormente, a partir
de este conjunto de entrenamiento se generaron
aleatoriamente los conjuntos disjuntos,
homogéneos entre si en cuanto a sus atributos y
de tamafos desiguales, respecto a D: D1, D2 y
D3, de 1294 (15%), 2587 (30%), 4743 (55%)
registros respectivamente.

Para la obtencién de los modelos de MD
locales (ML) se utilizaron los conjuntos de
entrenamiento D1, D2 y D3. Se ejecutd el
algoritmo A priori [1, 13] indicandose que
devolviera todas las reglas de asociacion que
tuviesen un factor de confianza mayor o igual que
0.8, los restantes parametros no se variaron,
teniendo en cuenta las recomendaciones
propuestas en la bibliografia consultada .La
cantidad de reglas obtenidas para cada uno de
los modelos locales fueron 55, 32 y 30
respectivamente. El espacio de busqueda de
soluciones fue 2", pues la cantidad de patrones
locales a integrar fueron 117.

También se determiné el modelo de reglas de
asociacion (modelo centralizado, MC) tomando el
conjunto de entrenamiento D, es decir, todos los
datos en un uUnico dataset. Pues es necesario

comparar el modelo global resultante de la fase
de sintesis con el MC. Dado que el objetivo de
ARIM es integrar los modelos locales para
obtener un modelo global que contenga patrones
globales validos, los que pudieran haber sido
descubiertos de la unién de todos los datasets.

Al analizar los resultados de los algoritmos
metaheuristicos en ARIM se observé el siguiente
comportamiento:

— ElI AG fue el de mejor comportamiento en
cuanto a tiempo de ejecucién y valor
promedio de la FO.

— De las variantes de inicializacién de la
poblacion en AG, se observo que partiendo
de la solucion inicial que incluye un individuo
igual a un modelo local aleatorio, se
obtuvieron los mejores resultados, por tanto
es el que mejor se ajusta a este método. Con
esta configuracion, este algoritmo convergié
al minimo de la FO en las 30 ejecuciones,
obteniendo el mismo MG en cada una de
ellas, obteniendo 30 patrones.

— ElI EC obtuvo los segundos mejores
resultados en ambas medidas (tiempo de
ejecucién y valor promedio de FO) seguido
por BA.

A continuacion se presenta la aplicacion
experimental de la fase de Estimacion de
métricas de ARIM para lo cual se utilizara el MG
comentado anteriormente. Para el desarrollo de
esta tarea se ajustaran las métricas: soporte y
confianza de cada una de las reglas del MG,
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Tabla 3. Analisis comparativo de diferentes MG con el MC

Cantidad

Tiempo

Listade Total Promedio MG Comunes MG No Distancia
Modelos con MC alineados MG-MC
Patrones (s)
3 117 35 21 21 6 0.21
5 216 83 25 24 2 0.07
7 304 131 20 13 7 0.26
10 446 255 24 12 3 0.11

utilizando los operadores comentados en el
apartado Estimacién de métricas de los patrones
globales.

Para analizar la calidad de la estimacion de
las métricas de cada operador, se analizan
aquellos patrones que forman parte del MG y del
MC. Con el objetivo de calcular el error relativo de
las métricas ajustadas respecto al valor de las
métricas en el MC.

Los resultados obtenidos a partir de realizar
este andlisis fueron los siguientes: para ajustar el
soporte de las reglas el operador que mejor
resultado obtuvo fue el de Suma (Osum) y en el
caso de la confianza el Promedio (Oprom),
puesto que los errores relativos promedios fueron
0,0027 y 0,011 respectivamente.

Una vez estimadas las métricas de los
patrones del MG es necesario actualizar el MG
eliminando aquellos patrones que no cumplen
con el minimo de soporte vy confianza
establecidos. El minimo de confianza establecido
fue 0.8, ya que este fue el valor minimo de
confianza para generar los patrones en el MC y
en los modelos locales. No obstante se aceptan
patrones con un minimo de confianza de 0.79,
pues el error relativo promedio cometido fue de
0.01. El MG obtenido una vez culminada la fase
de Estimacion de métricas consta de 21 patrones.

Resulta necesario analizar la calidad del
modelo global (MG) obtenido por ARIM. El
analisis de la calidad del MG esta dado por la
comparacion de MG con el Modelo Centralizado.
El modelo global de reglas de asociacién (MG)
obtenido por ARIM es semejante al MC. Puesto
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que al calcular la funcién de distancia (4) de un
modelo respecto al otro se obtiene un valor de
0.2180. ElI MC tiene 27 patrones y el MG 21
patrones en total. Todos los patrones del MG son
comunes con el MC.

Por otra parte, para comprobar la
escalabilidad de ARIM es necesario analizar su
comportamiento en funcion del tiempo y la
calidad de los modelos globales al variar las
variables que influyen en la complejidad del
método propuesto. En la aplicacion de ARIM
solamente se utilizd el operador de mutacion, por
lo cual no se generaron nuevos patrones y la
complejidad del método se reduce a O(t * q * x).

Para analizar la escalabilidad de ARIM se
decidieron crear 4 conjuntos de modelos locales
(ML) de tamafios 3, 5, 7 y 10 respectivamente.
Para la obtencion de los modelos de MD locales
de los cuatro conjuntos de modelos, se crearon
conjuntos de entrenamientos de datos de
diferentes tamafios a partir del conjunto D. Se
ejecutd el algoritmo Apriori, indicAndose que
devolviera todas las reglas de asociacion que
tuviesen un factor de confianza mayor o igual que
0.8. El total de patrones locales a integrar para
los conjuntos de modelos de tamafio 3, 5, 7 y 10
fueron: 117, 216, 304 y 446 patrones
respectivamente.

Para comprobar la escalabilidad se emple6
ARIM sobre cada uno de los conjuntos de
modelos locales, utilizando Algoritmo Genético
con la configuracion que resulté mejor. Se escoge
este algoritmo para comprobar la escalabilidad, a
partir de los resultados obtenidos sobre el



Integracion de modelos de agrupamiento y reglas de asociacién obtenidos de multiples fuentes de datos 187

comportamiento de los algoritmos
metaheuristicos en ARIM. Los resultados de la
escalabilidad se basan en la calidad del MG que
se obtuvo para cada uno de los conjuntos de
modelos locales y en el tiempo de ejecucion del
método. Para analizar la calidad de estos MG es
necesario compararlos con el MC. La Tabla 3
muestra la cantidad de patrones que se
integraron para cada uno de los conjuntos de
modelos (3, 5, 7, 10), resume los resultados
relacionados al tiempo promedio de ejecucion de
ARIM en las 30 ejecuciones realizadas, asi como
la cantidad de patrones que se obtuvieron en los
MG al culminar la Fase de Estimacion de
Métricas y de estos patrones cuantos son
comunes con el MC, el cual contiene 27 patrones.
También sintetiza la distancia de los MG al MC, la
cual se basa en la distancia de un modelo a otro,
definida en la ecuacion (4).

Como se aprecia en la Tabla 3 los MG
obtenidos son semejantes al MC, puesto que la
mayoria de sus patrones son comunes con el MC
y los valores de distancia del MG respecto al MC
son bajos, considerando que estos pueden estar
en un rango entre 0 y 2. También se observa que
en la funcién de distancia entre dos modelos, el
peso por la penalizacion de los patrones no
alineados en el modelo local (ecuacién (4), 2do
sumando) es muy alto, en este caso el modelo
local esta referido a MC.

Como se aprecia en la Tabla 3, el tiempo
promedio maximo de ejecucién de ARIM, fue de 4
minutos al integrar los 10 ML con un total de
patrones de 446. Este tiempo se considera
aceptable teniendo en cuenta el volumen de
patrones y modelos que fueron necesarios
integrar. En este sentido es importante analizar la
tendencia de tiempo de ejecucién de ARIM al
aumentar la cantidad de patrones a integrar y a
su vez la cantidad de patrones que formaran
parte del MG. Para analizar esta tendencia, se
realiz6 un grafico de dispersion entre varios
puntos utilizando los resultados de las medidas
descritas en la Tabla 3 relacionados con la
cantidad de patrones a integrar y el tiempo
promedio de ejecucién. Luego se agregd una
linea de tendencia entre puntos Yy se obtuvo que
la dependencia entre estas variables esta dada
por la funcion T = 0.614x — 34.98 con un indice
de correlacion de 0.945. Este andlisis de

tendencia permite realizar una prediccion en
funcion de diferentes valores de cantidad de
patrones a integrar. Por ejemplo para 1200
patrones el tiempo estimado de ejecucion de
ARIM seria 12 minutos aproximadamente, lo cual
se considera aceptable.

4 Conclusiones

En este trabajo se han propuesto dos métodos
para la integracion de modelos de mineria de
datos de reglas de asociacion y agrupamiento. A
partir de los estudios realizados podemos concluir
que el problema de la integracién de modelos de
mineria de datos locales, constituye un problema
de optimizacién y la utilizacion de algoritmos
metaheuristicos resulta una variante efectiva para
tratarlo. Ademéas en la fase de Sintesis, el
algoritmo metaheuristico de mejor resultados (en
funcion del minimo de la FO y el tiempo promedio
de ejecucion) fue Algoritmo Genético partiendo
de un modelo local como solucién inicial.

Los métodos propuestos son escalables, pues
obtuvieron buenos resultados (respecto al tiempo
de ejecucion y de la calidad del MG) al aumentar
la cantidad de patrones de los modelos locales.
Los modelos globales obtenidos por ARIM y por
CMIM tienen calidad, al ser semejantes al Modelo
Centralizado. Los valores de la FO, que indican la
semejanza entre el MG y los modelos locales, y
esta directamente relacionada con la composicion
de los modelos locales, de forma tal que si la
cantidad de patrones en ellos es similar, se
obtendran mejores valores de la FO, y viceversa.

5 Lineas de trabajo futuro

1. Ajustar la funcién de distancia entre modelos
de mineria de datos para disminuir el peso de
los patrones locales no alineados.

2. Probar los métodos propuestos con bases de
datos publicas de mayor dimension (cantidad
de atributos) y comparar los resultados
trabajos encontrados en la bibliografia.

3. Extender el método CMIM para integrar los
grupos resultantes al aplicar algoritmos de
agrupamiento jerarquico y grupos
caracterizados por atributos numéricos o por
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ambos tipos de datos
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