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Resumen. En este articulo, se presenta un método
hibrido basado en técnicas de mineria de datos y una
busqueda tabl aplicado en la seleccion y clasificacion
de genes de Microarreglos de ADN. EI método esta
dividido en dos etapas, en la primera etapa se elimina
toda la informacion no relevante de la base de datos
utilizando cinco técnicas de filtrado de datos. Con los
subconjuntos de genes obtenidos por esta etapa, se
realiza una nueva etapa de seleccibn de genes
utilizando una blsqueda tabl, para el proceso de
clasificacion de los genes seleccionados, se utilizan los
clasificadores SVM, LDA, KNN por separado. El método
se ha implementado para obtener un subconjunto
pequefio de genes de alto desempefio, los resultados
obtenidos se comparan con otros métodos reportados
en la literatura, este método se aplica en tres bases de
datos de dominio publico.

Palabras Clave. Microarreglos de ADN, normalizacion,
filtrado de datos, seleccion, clasificacion,
busqueda local.

Exploration of DNA Microarrays Using
Data Mining and a Taboo Search

Abtract. In this article, we present a hybrid method
based on data mining techniques and a taboo search
applied in the selection and classification of DNA
Microarray genes. The method is divided into two
stages, in the first stage all non-relevant information in
the database is eliminated using five data filtering
techniques. With the subsets of genes obtained by this
step, a new stage of gene selection is carried out using
a taboo search, for the classification process of the
selected genes, the SVM, LDA, KNN classifiers are used
separately. The method has been implemented to obtain
a small subset of high performance genes, the results

obtained are compared with other methods reported in
the literature, this method is applied in three databases
of public domain.

Keywords. DNA microarrays, normalization, data
filtering, selection, classification, local search.

1. Introducciéon

Definir las causas por las cuales se genera una
enfermedad se ha vuelto una tarea que involucrar
diferentes areas del conocimiento como la
medicina, la biologia, las matematicas aplicadas y
la informatica, generando nuevos estudios
basados en grandes cumulos de informacion
médica que ayudan al descubrimiento de causas
relevantes para el comportamiento de una
enfermedad. Uno de los métodos mas utilizados
son los datos de expresién genética obtenidos de
la tecnologia de microarreglos de ADN [1, 2], ésta
tecnologia ayuda a comprender la dindmica celular
y sus relaciones con estados patoldgicos [1]. Sin
embargo, los datos de expresidon genética son
dificiles de estudiar, ya que tienen como
caracteristica principal una alta dimension debido
a que el numero de genes existentes es
considerablemente mayor (usualmente miles), en
comparacion con la cantidad de muestras
analizadas (usualmente menos de 100) [3]. En
este documento, para abordar la problemética de
obtener informacion relevante de los microarreglos
de ADN, se propone un método hibrido de
seleccion y clasificacion para realizar una
reduccion de la dimensién de las bases de datos.
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Fig. 2. Proceso de seleccion de caracteristicas utilizando el algoritmo hibrido

Primero se realiza una limpieza del microarreglo
utilizando un pre-procesamiento de los datos,
eliminando los genes ruidosos y generando una
primera reduccién de la base genémica.

Después se genera una seleccion de un
subconjunto de genes utilizando una heuristica de
busqueda basada en la busqueda tabud, para
evaluar la calidad del subconjunto seleccionado,
se utilizan tres métodos de clasificacion, con la
combinacion de estas técnicas, se buscan los
genes con informacion relevante dentro de tres
bases de datos obtenidas de microarreglos de
ADN de dominio publico.

2. Seleccion y clasificacion de datos
genémicos utilizando mineria de
datos

La tecnologia de microarreglos de ADN, se
utilizan para la adquisicion y almacenamiento de
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datos obtenidos directamente del genoma humano
[2]. Permite manipular grandes cantidades de
informacion genética, sin embargo, no toda la
informacion contenida es util, una base de datos
obtenida de la tecnologia de microarreglos de
ADN, tiene un gran namero de caracteristicas que
requieren un largo tiempo de procesamiento para
ser analizada. Ademas, las bases de datos tienen
dimensiones altas, miles de los genes son
redundantes o contienen ruido [3].

Existen diferentes técnicas basada en mineria
de datos (como seleccion y extraccion de
caracteristicas), y de aprendizaje maquina [4, 5],
gue ayudan a obtener informacion relevante a
través de la exploracion de los microarreglos de
ADN. La seleccion de caracteristicas (SC), ayuda
a explorar datos de expresion genética que
normalmente contienen un numero grande de
genes, pero un nimero pequefio de muestras.

La SC se puede ver como el proceso de
encontrar un conjunto de genes que determinen
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mejor las diferencias existentes en una muestra
biolégica [4]. Ademés, tiene los objetivos
esenciales para reducir el ruido y redundancia de
los datos, sirve para mejorar la exactitud de
clasificacibn de una muestra, y los resultados
ayudan a bidlogos a que se enfoquen en los genes
seleccionados para mejorar sus pruebas y validar
sus hipétesis biol6gicas [6]. Para generar una
selecciébn de caracteristicas efectiva se puede
ocupar métodos basados en estadistica y en
aprendizaje maquina [4], los métodos estadisticos
seleccionan caracteristicas basandose en un
criterio de discriminacion que son relativamente
independientes de su clasificacion. Los métodos
basados en aprendizaje maquina realizan la
seleccion de variables usando como criterio de
evaluacion la estimacion del error basadas en
algun clasificador como las redes neuronales o
clasificadores bayesianos [7, 8]. La figura 1
muestra un proceso de seleccibn de
caracteristicas, éstas se evalGan en caso que sean
caracteristicas relevantes y se apartan del
conjunto original, sino, se vuelve a generar un
nuevo subconjunto para ser evaluado, asi este
proceso se repite un nimero de veces.

3. Algoritmo hibrido paralaexploracion
de microarreglos de ADN

En este documento se aborda el problema de
seleccion y clasificacion efectiva de genes de
microarreglos de ADN, utilizando un método
hibrido combinando técnicas de seleccién de
caracteristicas basadas en filtrado de datos como
primera etapa de seleccion. En la segunda etapa
de seleccion y clasificacion se utiliza un método
hibrido basado en una bisqueda tabl combinada
con tres diferentes clasificadores, la figura 2
muestra el método general de seleccion y
clasificacion de genes.

3.1. Estandarizacién de los datos

Las bases de datos obtenidas de la tecnologia
de microarreglos de ADN no son homogéneas, es
decir, la forma en que se encuentra la informacion
original tiene diferentes escalas numéricas y sigue
diferentes distribuciones estadisticas.

La estandarizacion de datos se utiliza para
transformar los datos con diferentes distribuciones
a una escala igual para todos los datos. En este
experimento, los datos son estandarizados
utilizando una normalizacion Min-Max, la cual esta
definida por [9]:

X —Min(X)
"~ Max(X) — Min(X)’

)

@

donde X es la base de datos original. Min(X) y
Max(X) son el dato minimo y el dato maximo
existentes en las bases de datos, X’ es la nueva
base de datos normalizada.

3.2. Filtrado de datos

Dentro de los microarreglos, existe informacion
poco confiable, que puede sobre entrenar al
clasificador y dar resultados erréneos, una de las
formas de eliminar esta informacion es utilizando
métodos de limpieza de ruido, al eliminar la
informacion errénea o ruidosa se obtienen
muestras bien etiquetadas para clasificar nuevos
patrones dentro del microarreglo [10]. En este
trabajo se utiliza un pre-procesamiento para
eliminar el ruido del microarreglo de la siguiente
forma: se genera una primera seleccién de
informacién para cada base de datos, utilizando
una puntuacién generada por cinco métodos de
filtrado estadistico independientes, esta
puntuacion sirve como indicador discriminatorio
entre los genes para saber cudl de ellos contiene
informacion mas relevante [12].

Los cinco filtros que se utilizan en este estudio
son: sumas de cuadrados entre los grupos y
dentro de los grupos (BSS/WSS), informacion
mutua, relacion sefial a ruido, prueba de wilcoxon
y T-statistic. Estos filtros se utilizan por sus
capacidades estadisticas, cada filtro prioriza un
gen en particular y los demas filtros priorizan otros
genes, se desea hacer un consenso de los genes
mejores filtrados con cada uno de los métodos
utiizados y con éste consenso trabajar por
separado dentro del algoritmo propuesto.

3.2.1. BSS/WSS (BW)

La seleccion de genes se basa en la razon de las
sumas de cuadrados entre los grupos (BSS) y
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Algoritmo 1.
1 Genera Solucién inicial S;
2 Evalla Solucion inicial f(S);
3 Generalistatabu LT;
4 Numero de Iteraciones (NI)
5 Mientras (NI)
6 genera Vecindario N(S);
7 EvallGa Vecindario f(N(S))
8 Actualiza lista tabu LT=S
9 Selecciona mejor solucion vecina (S' €

N(s))

10 Si(S>SyS #LT)
11 S=8’
12 Fin.
13 Fin

dentro de los grupos (WSS). Para el (gen) j, la
razon esté dada por [11]:

BSS() _ ZiZili = (- %;)°
wss() YTkl = k) () - fkj)z

)

donde x ; denota el nivel medio de la expresion del
gen j a través de todas las muestras y x,; denota
el nivel medio de la expresién de gen j en todas las
muestras para la pertenencia de la clase k.

3.2.2. Informacion mutua (Ml)

Sean A y B dos genes aleatorios con
distribuciones de probabilidad diferentes y una
distribucion de probabilidad conjunta. La
informaciéon mutua entre ambos genes I(A; B) se
define como la entropia relativa entre la
probabilidad conjunta y el producto de
probabilidades [12]:

P( ir ])
I(4;B) = Zzp(aub o5y ROR 3

donde P(a;,b;) es la probabilidad conjunta de los
genes, P(a;) es la probabilidad del gen Ay P(b;)
es la probabilidad del gen B.
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3.2.3. Relacion sefal a ruido (SN)

Identifica los patrones de expresion genética
con una diferencia méaxima en la expresion media
entre dos clases y la variacion minima de
expresién dentro de cada clase. En este método,
los genes son los primeros clasificados de acuerdo
a sus niveles de expresion [13]:

SNR = |(u1 — H2)/(01 + 02)], (4)

donde p; y u, denotan los valores medios de
expresion de la clase 1y clase 2, respectivamente,
0,y o, sonlas desviaciones estandar de las
muestras en cada clase.

3.2.4. Prueba de Wilcoxon (WT)

Para cada gen j, se necesita el supuesto que
las observaciones xi,...,xn; sean independientes.
Si rank(xj) denota el rango de xj en la sucesion
Xij,...,XN;, la prueba estadistica para el gen j esta
dada por [14]:

W, = Z rank(xzj)- (5)

i:Y;=1

Para probar la hipétesis se utiliza
HO: mediana(X;|Y = 1)=mediana(X;|Y = 2) vs
H1: mediana(X;|Y = 1)#mediana(X;|Y = 2)

Bajo HO, W tiene una distribucién de Wilcoxon
con grados de libertad ni1 y n2. El valor descriptivo
de la prueba (p-value) correspondiente para cada
gen | puede ser usado como una medida
de relevancia.

3.2.5. T-statistic (TT)

Cada muestra se etiqueta con {1, -1}. Para
cada gen f; la media H, (w5 1) y la desviacién
estandar 6} (6; 1, se calculan utilizando sélo las
muestras etiquetadas con 1 (-1).

Entonces una puntuacion T(f;) pueden ser
obtenidas por [15]:

T(fj)= 2|u1—u1 | (6)
16 /4 (67
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donde n; (n_;), es el nimero de ejemplos
etiquetados con 1 (-1). Son consideradas como los
genes mas discriminatorios aquellas con la
puntuacion alta.

3.3. Subseleccién y clasificacion utilizando
una blsqueda tabu

Después de generar una primera seleccion de
genes con los métodos de filtro (etapa 1), se hara
una nueva seleccién utilizando una blsqueda tabu
combinada con diferentes clasificadores, el
meétodo sera entrenado con los datos obtenidos
por los filtros y se describe a continuacién.

3.3.1. Busqueda tabu

La busqueda tabd (BT), es una técnica que
utiliza una memoria, con el objetivo de guiar un
procedimiento de busqueda local para resolver
problemas de optimizacion combinatoria con un
alto grado de dificultad, explorando el espacio de
soluciones mas alla del 6ptimo local [16]. Se puede
obtener un algoritmo BT basico mediante la
utilizacion de una lista tabd. En cada iteracion, la
solucién actual S es reemplazada por la mejor
solucién vecina S' que no esté prohibida por la lista
tabd. S' € N(s) de tal manera v's" € N(s), f(S") <
f(s") y S' donde es el conjunto de soluciones
prohibidas por la lista tabu.

Note que el vecino seleccionado S' puede o no
puede ser mejor que S. El algoritmo BT se detiene
cuando un numero fijo de iteraciones se alcanza o
cuando todos los movimientos se han convertido
en tabd. La principal funcién de la lista tabu es
prevenir que se cicle la busqueda [17]. EL cédigo
simple de una bulsqueda tablu se describe
a continuacion.

El algoritmo muestra un proceso general de
una busqueda tabu, actualizando la lista tabu y
reemplazando la soluciéon anterior por la mejor
solucién encontrada dentro del vecindario.

3.3.2. M4quina de vectores de soporte

El clasificador maquina de vectores de soporte
(SVM por Support Vector Machine), es una técnica
que opera de acuerdo a un paradigma de
aprendizaje supervisado, aprendiendo de una
relacion funcional entre los atributos (o

caracteristicas), de entrada y salida por medio de
apariciones de ejemplos etiquetados, se utiliza
para analizar datos y reconocer patrones, para
metodologias estadisticas y analisis de regresion,
el algoritmo de entrenamiento SVM, construye un
modelo que predice si un nuevo ejemplo sigue
dentro de una categoria o de otra [13].

Discriminan datos de clases linealmente
separables, dibujando un hiperplano éptimo en el
espacio del vector de caracteristicas, de tal
manera que maximice el margen de separacién
entre los ejemplos positivos y negativos [18]. Los
clasificadores SVM funcionan de la siguiente
forma. Dado un conjunto de muestras m
etiquetados S= {(xi, yi) | (xi, yi) € Rn x {£1}, i=1,
2 ,..., m}, donde xi € Rn, yi € {+ 1} es una etiqueta
de la muestra de xi, el hiperplano se define
por [19]:

m

f(x) = Z a,;yiK(xi'x) +b, (7)
i=1

donde K(xi,X), es la funcién del nacleo y el signo
de f(x), determina a que clase pertenece. La
construccion de un hiperplano O6ptimo es
equivalente a encontrar todo el soporte de los
vectores en a; y un sesgo en b.

3.3.3. K-vecino mas cercano

El clasificador k-vecino mas cercano (KNN por
k-Nearest Neighbor), es un algoritmo de
clasificacién que basa su criterio de aprendizaje en
la hipotesis de que los miembros de una poblacién
suelen compartir propiedades y caracteristicas con
los individuos que los rodean [14], de modo que es
posible obtener informacion descriptiva de un
individuo mediante la observacién de sus vecinos
ma&s cercanos.

La regla de clasificacion por KNN se describe a
continuacién. Sea x!, x2,..., X" una muestra con
una funcién f(x) de densidad desconocida. Se
estima f(x) a partir de un elemento central de la
muestra x que crece hasta contener k elementos
con una distancia euclidiana similar, donde el valor
de k se define arbitrariamente.

Estas observaciones son los k vecinos mas
cercanos a x. Se tiene entonces la siguiente
condicién [20]:
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Fig. 3. Matriz de datos de expresion genética

Tabla 1. Descripcién de los Microarreglos de ADN

Bases

Genes Muestras Clases
de datos
Leucemia [22] 7129 72 2
Cancer de
Colon [23] 2000 62 2
Cancer de
PuImén [24] 12533 181 2
fao= Lo ®)
Vie(x)’

donde Vi(x), es el volumen de un elipsoide
centrado en x, y de radio la distancia euclidiana de
x al k-ésimo vecino mas cercano.

3.3.4. Andlisis lineal discriminante (LDA)

El clasificador basado en Analisis Lineal
Discriminante (LDA por Lineal Discriminant
Analysis), es wuna técnica de aprendizaje
supervisado para clasificar datos. La idea central
de LDA es obtener una proyeccion de los datos en
un espacio de menor (o incluso igual), dimension
que los datos entrantes, con el fin de que la
separabilidad de las clases sea la mayor posible
[21]. LDA se acerca al problema de clasificacion
mediante la blsqueda de una matriz de
transformacion que ayude a preservar la mayor
parte de la informacion que se utlice para
discriminar entre diferentes clases.

Lo anterior se logra mediante la
reestructuracién de los datos de alta dimensién
proyectandolos en un espacio de pocas
dimensiones. Para alcanzar la matriz de
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transformacion  6ptima, dos matrices Sg
(dispersion entre las clases) y Sw (dispersién
dentro de las clases) deben ser calculadas de
acuerdo a las siguientes ecuaciones [21]:

S,= zkinECk(xi_ﬂk)(xi_ﬂk)t, 9)

Sp = ank (Me—H) (=), (10)

donde nx es el numero de ejemplos de
entrenamiento para la clase k, ckes el conjunto de
indices de los ejemplos de entrenamiento
pertenecientes a la clase k, x es el valor de
expresion genética del gen i, px es la media de la
clase k y p es la media resultante de las dos
clases.

Entonces LDA estd preparada para clasificar
nuevas muestras después de que encontré un
valor 6ptimo para el vector w tal que wtSzw es
maximizada mientras w'S,,w es minimizada como
se muestra en la siguiente ecuacion [21]:

wtSpw
F(w) = WS, W

(11)

3.3.5. Procedimiento general

En nuestro caso el algoritmo es implementado
de la siguiente manera:

— La busqueda tabl se implementa de manera
binaria, donde la solucién inicial S se genera de
forma aleatoria con una distribucién uniforme.

— Enlafuncién de costo de la bisqueda, se utiliza
uno de los tres clasificadores descritos
anteriormente, esto servira para evaluar (f(s))
la calidad de los genes seleccionados por la
solucién inicial, el resultado obtenido por el
clasificador es validado utilizando el método
10-fold cross-validation.

— Se genera el vecindario a partir de la solucion
inicial S, el cual se evalGa con la funcion de
costo. Se busca dentro del vecindario la mejor
solucibn S’ y se verifica si se encuentra
prohibida por la lista tab(, si 8’ es tabu, se toma
la segunda mejor solucién del vecindario, si S’
no es tabu, S’ se toma como la mejor solucion
del vecindario.
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Fig. 4. Tasa de clasificacion obtenida por el algoritmo
hibrido para la base de datos de leucemia

— La solucion S’ reemplaza a la solucion inicial
(S=S’) y se genera un nuevo vecindario a partir
de la solucion S,

— Este proceso se repite n veces hasta que S’
hasta que se cumplan un nimero de
iteraciones.

— La lista tabu es implementada de la siguiente
manera.

— Cada vez que un movimiento mv(i,j) se lleva a
cabo, un gen es descartado y un gen es
seleccionado, el gen seleccionado es guardado
en la lista tabu por las siguientes k iteraciones.

Por consecuencia, este gen no se puede volver
a seleccionar durante el proceso.

— El valor de k es el tiempo de permanencia que
el gen estard dentro de la lista tabu y varia
desde Kmin a Kmax.

— La lista tabd prohibe un nuevo gen
seleccionado, este gen se puede retirar de la
lista tabu (criterio de aspiracion), en la siguiente

CANCER DE COLON

—_

55 |- !
|

|

S ]

. »

e

m
5
T
i

Clasificacién

80 =

EE =

.

TABU-SWM TABU-LDA

Meétodo

TABU-KNN

Fig. 5. Tasa de clasificacion obtenida por el algoritmo
hibrido para la base de datos de cancer de colon

Tabla 2. Pardmetros utilizados por la busqueda tabu

Parametros
Solucién inicial 300
Tamarfio de la lista tabu 7
Criterios de aspiracién si
NUmero de iteraciones 1000

iteracion si el coeficiente de clasificacion del
nuevo gen seleccionado es muy bajo.

4. Experimentos y resultados

El método propuesto se entrena con diferentes
conjuntos de datos gendmicos, se logra observar
gue el método es capaz de seleccionar genes con
informacion relevante.

En esta seccibn se muestran los resultados
obtenidos por el método propuesto y se genera un
estudio de comparacion de los resultados
obtenidos con diferentes literaturas.
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Tabla 3. Tasas de clasificacion obtenidas por el algoritmo hibrido

AUTORES Leucemia Colon Pulmoén
%(Ng) %(Ng) %(Ng)
Luo et al. [25] 71.39 (5) 80.07(7) --
Yu et al. [26] 96.8(10) 88.6(10) 94.7(10)
Cho et al. [29] 95.9(25) 87.7(25) -
Hernandez et al. [17] 92.52(6) 87.00(8) -
Filippone et al. [27] 94.7(13) 80.6(21) -
Li et al. [28] 95.1(21) 88.7(16) -
Bonilla et al. [33] 99.5(3) 90.5(3) 96.0(3)
Tan et al. [34] 91.1 95.1 93.2
Yue et al.[35] 83.8(100) 85.4(100) -
Pang et al. [31] 94.1(35) 83.8(23) 91.2(34)
Li et al. [32] 97.1(20) 83.5(20) --
Zhang et al. [30] 100(30) 90.3(30) 100(30)
Gonzélez [54] 99.62(3) 89.19 (5) 99.89(7)
Tabu-SVM 98.00(4) 95.90(3) 97.94(3)
Tabu-LDA 98.00(2) 93.77(2) 97.17(3)
TabU-KNN 98.00(2) 94.77(3) 97.72(3)

4.1. Microarreglos de ADN

Los microarreglos de ADN, son una
herramienta que permite realizar diversos analisis
genéticos basados en la miniaturizacion de
procesos bioldgicos, su funcionamiento se basa en
la capacidad que tienen las moléculas
complementarias de ADN de hibridar entre si,
utiizando pequefias cantidades de ADN
correspondientes a diversos genes cuya expresion
se desea medir [1]. Los microarreglos de ADN
tiene forma de una matriz de datos donde las filas
representa los genes y las columnas representan
las muestras.

Cada celda dentro de ésta matriz, es un valor
de expresibn genética que representa la
intensidad del gen correspondiente a cada una de
las muestras. Lo anterior se observar en la figura
3 donde x representa el dato gendmico, ng
(nimero de gen, filas) los genes dentro de la matriz
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Yy nm (nUmero de muestras, columnas) las
muestras dentro de la matriz.

En éste trabajo, se utilizan tres microarreglos
de ADN descritos en la tabla 1.

4.2. Parametros

El algoritmo hibrido ha sido implementado en
Matlab (Version 7.11.0). Los parametros mas
confiables con los cuales fue entrenada la
basqueda tabl para las tres bases de datos se
muestran en la tabla 2.

4.3. Resultados

En el protocolo experimental, los cinco
métodos de filtrado de datos funcionan como una
etapa de pre-seleccion generando una reduccién
significativa de las tres bases gendmicas,
descartando los genes ruidosos Yy genes
redundantes y obteniendo como resultado los
nuevos subconjuntos con informacion relevante,
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Fig. 6. Tasa de clasificacion obtenida por el algoritmo
hibrido para la base de datos de cancer de pulmén

gue se utilizan en la siguiente etapa para entrenar
la busqueda tabu y los clasificadores. En esta
nueva etapa se genera una seleccion de genes
dentro los nuevos subconjuntos, eliminando los
genes menos informativos y seleccionando los
genes que logran entrenar mejor al clasificador.
Asi se obtiene un subconjunto minimo de genes
con una tasa de desempefio alta.

La figura 4 (leucemia), 5 (cancer de colon) y 6
(cancer de pulmén), muestran la comparacion de
las tasas de clasificacion que se han obtenido al
entrenar el algoritmo tabd combinado con cada
uno de los clasificadores (SVM, LDA, KNN).

La tabla 3, muestra la mejor tasa de
clasificacién obtenida por el método propuesto y la
comparacion con diferentes métodos reportados
en la literatura. La tabla se divide de la siguiente
forma: en la primera columna, se muestran los
autores con los que se han comparado los
resultados obtenidos, el resto de las columnas

muestran las tasas de clasificacion (%) y el
ndmero de genes (Ng), que fueron obtenidos por
los métodos propuestos para las tres bases de
datos. Los resultados obtenidos se han
comparado con los autores mostrados en la tabla
3. Cabe mencionar que algunos autores presentan
un modelo basado en algun tipo de metaheuristica
como un algoritmo genético o se basan en
basquedas locales y otros clasifican basandose en
técnicas de aprendizaje maquina.

En tabla 3 al comparar las tasas de clasificacion
obtenidas por nuestro método para las tres bases
de datos, se aprecia que el método es muy
competitivo en relacion con algunos de los autores
con los que se han comparado.

Por ejemplo, Zhang et al. [30] obtuvo el 100%
de clasificacion seleccionando un subconjunto de
30 genes para Leucemia, Bonilla-Huerta et al. [33],
obtuvo 90.5% de clasificacion seleccionando un
subconjunto de 3 genes para Cancer de Colon,
Zhang et al. [30], obtuvo el 100% seleccionando
un subconjunto de 30 genes para Cancer de
Pulmon.

Los mejores resultados obtenidos para las
bases de datos son:

Para Leucemia la tasa de clasificacion mas alta
fue de 98% seleccionando un subconjunto de 2
genes, en Cancer de Colon la tasa de clasificacion
més alta fue de 95.90% seleccionando un
subconjunto de 3 genes y Cancer de Pulmoén la
tasa de clasificacion mas alta fue 97.94%
seleccionando un subconjunto de 3 genes.

En cada una de las tres bases de datos existen
genes informativos que entrenan al clasificador de
manera eficiente, una forma de verificar si los
genes seleccionados pueden ayudar en el
diagnostico de una enfermedad es revisando en la
literatura si estos genes han sido reportados por
algun autor, de modo que podemos encontrar una
interpretacién biolégica de los genes
seleccionados.

La base de datos de leucemia y de cancer de
colon, han sido estudiadas ampliamente, permite
encontrar la mayoria de genes relevantes
reportados por diferentes autores. Por otra parte,
la base de datos de cancer de pulmén no ha sido
estudiado  ampliamente,  consecuentemente
surgen dudas para la comparacion de los
resultados con los genes reportados. A
continuacion, se  muestran los  genes
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seleccionados y reportados por diferentes autores
obteniendo asi una interpretacion biolégica
maés confiable:

En nuestro trabajo encontramos el gen 4847
(Zyxin) como el mas relevante dentro de la base
de datos de leucemia, este gen fue seleccionado
por los tres métodos utilizados TabU-(SVM, LDA,
KNN). El gen ha sido reportado por [15, 22, 36,
[37], [38], indicando que tiene un rol importante
dentro de la clasificacion de leucemia, debido a su
nivel de expresion logra identificar dos tipos de
leucemia aguda y asi ser clasificado o etiquetado
en la clase Leucemia Mieloide Aguda o Leucemia
Linfoblastica Aguda. Otros genes encontrados
para leucemia son 1882 (CST3 Cystatin C amyloid
angiopathy and cerebral hemorrhage) 2020 (FAH
Fumarylacetoacetate) y el gen 760 (CYSTATIN A).
Los dos primeros fueron encontrados por dos de
los tres métodos propuestos Tabu-(SVM, KNN) y
Tabu-(SVM, LDA) respectivamente y el Ultimo
seleccionado por el método (Tabu-SVM). Los tres
genes han sido reportados en [15, 29, 37, 38, 39,
40, 41]. Para la base de datos de cancer de colon
cada uno de los métodos ha logrado identificar de
dos a tres genes relevantes que ayudan a la
clasificacion de muestras con tejidos de tumores y
muestras de tejidos normales.

Los genes mas relevantes que han encontrado
son: el gen 245 (Human cysteine-rich protein
(CRP) gene, exons 5 and 6) con el método Tabu-
(LDA, KNN) reportado en [42, 43, 44] y el gen 765
(Human cysteine-rich protein CRP gene, exons 5
and 6) con el método Tabu-(SVM, KNN) reportado
en [37, 42, 45, 46, 47]. Estos dos genes han
logrado separar mejor la clase de tejidos de
tumores de la clase de tejidos normales, y se
pueden utilizar en la identificacién células con
cancer de colon. El resto de genes seleccionados
para cada método son: para el método Tabu-SVM
el gen 249 (Human desmin gene, complete cds), y
el gen 897 (3' UTR 22 183264 Complement Factor
D Precursor (Homo sapiens)). El método tabu-
KNN ha seleccionado el gen 267 (Human cysteine-
rich protein CRP gene, exons 5 and 6). El método
Tabu-LDA también ha seleccionado el gen 493
(Myosin Heavy Chain, Nonmuscle Gallus gallus),
estos genes han sido reportados en [33, 37, 46,
48, 49, 50, 51, 52].

En cancer de pulmon, un total de tres genes
relevantes han sido seleccionados por los tres
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métodos propuestos Tabu-(SVM, LDA, KNN), los
genes encontrados son: el gen 3844 (Interferon,
alpha-inducible protein clone IFI-6-16), el gen 8537
(Replication protein Al, 70kDa) y el gen 11841
(leucine-rich PPR-motif containing). Estos genes
han logrado entrenar mejor los clasificadores, a
diferencia de los demas genes utilizados en el
estudio. La seleccion de estos genes se debe a la
separacién por el clasificador de la informacion
contenida en la base de datos, esto significa que
el clasificador ha logrado separar la clase
Malignant Pleural Mesothelioma (MPM) de la clase
Adenocarcinoma (ADCA). Estos genes han sido
reportados en [33, 36, 53].

5. Conclusiones

En este trabajo, se presenté un método hibrido
basado en una busqueda local y técnicas de
mineria de datos, implementado en la seleccion y
clasificacién de un conjunto de genes importantes
explorando dentro de tres bases de datos de
dominio publico (Leucemia, Cancer de pulmén, y
Cancer de Colon). El método propuesto tiene una
etapa de pre-seleccion de genes mediante la
utilizacion de cinco técnicas de filtrado de datos,
estos filtros utilizan una puntuacion o categoria
gue sirve para discriminar los genes contenidos en
la base de datos, asi se eliminan los genes no
relevantes (ruidosos o redundantes) y son
seleccionados los genes con informacion
pertinente.

Con lo anterior se ha generado una primera
reduccidn efectiva de la dimension de las bases de
datos. Para realizar la seleccion dentro de los
subconjuntos obtenidos por las técnicas de
filtrado, se ha creado un algoritmo hibrido basado
en una basqueda tabi como método de seleccion
de genes combinada con tres técnicas de
clasificacion (SVM, LDA, KNN). Utilizando las
propiedades de memoria de la busqueda tabu, se
ha logrado crear un algoritmo guiado que recuerda
los genes que han sido utilizados en un proceso
(iteracion) anterior. Basandose en la tasa de
clasificacion del gen recordado permite que el
algoritmo prohiba genes que han sido utilizados
durante su ejecucion y trabaje con nuevos genes
logrando explorar a profundidad la base de datos
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y consecuentemente obtener la mejor tasa
de clasificacion.

Cada técnica utilizada en éste trabajo ha
seleccionado un subconjunto de genes con una
tasa de clasificacion alta. Para saber la relevancia
que tiene cada gen seleccionado, se utiliza la
frecuencia de seleccion del gen por cada método
propuesto, de esta manera, se logra observar que
un gen en particular al ser seleccionado logra
entrenar el clasificador obteniendo una tasa de
clasificacion aceptable.

El método propuesto determina una tasa de
clasificacion alta, obtenida con un subconjunto de
genes pequefo para las tres bases de datos. Para
evaluar la eficiencia del método, se genera un
estudio de comparacion de los resultados
obtenidos con otros métodos reportados en la
literatura, esto permite verificar si el método
es competitivo.

Se observa que en algunos casos se ha
logrado superar las tasas de clasificacion y se han
obtenido un subconjunto de genes pequefio en
comparacion de los métodos reportados. Ademas
de las tasas de clasificacion, se desea conocer si
los genes han sido reportados en la literatura, esto
permite tener una mejor interpretacion biolégica de
los genes que ha seleccionado el algoritmo.

También se ha minimizado el nUmero de genes
a utilizar y en algunos casos igualado la exactitud
de la clasificacion utilizando la busqueda Tabu con
uno de los tres clasificadores (SVM, KNN, LDA)
dentro del proceso de mineria de datos. En
trabajos futuros, se pretende probar y compara
otros algoritmos de seleccion de caracteristicas,
también utilizar otros métodos de clasificacion, la
meta es minimizar el nUmero de genes a utilizar y
maximizar la tasa clasificacion.
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